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ABSTRACT

NATURAL LANGUAGE PROCESSING FOR PATTERN DETECTION IN
THE BRAZILIAN STOCK MARKET

AUTHOR: Francielle Vasconcellos Pereira
ADVISOR: Joaquim Vinicius Carvalho Assunc¢ao

Through social media, influencers are able to reach thousands of people. In the financial
market it is no different, tweets from such people can come to influence the shares’s value.
In this work, the use of Natural Language Processing (NLP) and the Apriori algorithm is
proposed to identify associations between the behavior of stock prices and the sentiment
expressed on Twitter. The main approach is to analyze structured and unstructured data,
using NLP concepts and association rules to identify the main players capable of influen-
cing the masses and having some impact on stock prices, or even the anomalous social
movements capable of causing some impact. Associations were found only in short peri-
ods, where in all stocks some periods were identified in which the predominant sentiment
is expressed after the change in price, not exceeding a period of 15 days.

Keywords: Natural Language Processing. Stock Market. Association Rules.
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1 INTRODUGAO

As midias sociais tem sido cada vez mais utilizadas como meio de trabalho e dis-
seminacao de informacdo. Através de blogs, sites de noticias, foruns e redes sociais €
possivel extrair dados relevantes relacionados a diversos assuntos. A Andlise de Senti-
mento (AS) € uma técnica de PLN que tem como objetivo analisar sentimentos e opinides
de dados desestruturados, como € o caso das midias sociais.

O desenvolvimento econémico esté diretamente relacionado aos investimentos em
capital e recursos humanos. Esse desenvolvimento é acelerado quando héa investimen-
tos direcionados a alternativas com maiores retornos econémicos e sociais (NOBREGA,
2000). Com base nisso, analisar dados do passado para identificar o comportamento da
bolsa de valores, e descobrir informagdes sobre alteracao artificial de precos de agdes, €
uma estratégia que pode resultar em descobertas significativas.

Ha diversos trabalhos desenvolvidos que podem auxiliar investidores a realizarem
predigbes do comportamento do mercado financeiro, seja avaliando dados histéricos ou
utilizando redes sociais, como é o caso de (NTI; ADEKOYA; WEYORI, 2020), (CAROSIA;
COELHO; SILVA, 2019), (SKUZA; ROMANOWSKI, 2015) e (ALKUBAISI; KAMARUDDIN;
HUSNI, 2017). Diferentes métricas e caracteristicas influenciam no comportamento do
mercado, como eventos politicos, noticias internas e externas, balangos das empresas etc.
Muitas das contribuicdes supra citadas possuem resultados positivos quando o assunto
€ a utilizacao de Machine Learning para analise de dados histéricos, como indicadores
técnicos e precos do mercado.

O desafio que se apresenta é de detectar a movimentagao de agdes identificando
padrdes nos pregcos do mercado e influéncias via redes sociais, visando a diminui¢cdo de
riscos em investimentos de curto e/ou longo prazo.

H& uma divisdo do estudo do mercado financeiro em trés analises: fundamental,
que usa dados nao estruturados; técnica, baseando-se em dados do passado; e tecnol6-
gica, que visa usar um conjunto de dados para aprender padrdes que se aproximam da
funcao de geracao dos dados (NTI; ADEKOYA; WEYORI, 2019).

Algumas literaturas ainda trazem outra categoria, que tem como foco a previsao de
série temporal com modelos tradicionais (CAROSIA; COELHO; SILVA, 2019). Entretanto,
a analise de dados temporais pode ser incluida na abordagem de analise tecnolégica, que
por sua vez pode ser utilizada pelas duas primeiras vertentes.

(ALVES, 2015) encontrou uma relagdo de mutirdo em sua analise, onde o senti-
mento predominante possuia relagdo com os lucros/perdas do dia. (SANTOS; LAENDER,;
PEREIRA, 2015) analisaram apenas o comportamento dos investidores no Twitter ainda
em 2015. Afirmando que as pessoas utilizam a rede social como fonte de informagao
para realizar seus investimentos, mas nesse estudo ndo houve AS envolvida. (SOUZA;



LUCENA; QUEIROZ, 2019b) afirmaram em seus estudo que o volume diério de tuites é
capaz de impactar o volume de negociacdes. Além disso, foi verificado que os sentimentos
expressos sao capazes de influenciar os investimentos a curto prazo.

Este trabalho foca na andlise técnica e fundamental com uso de PLN e do Apri-
ori para descrever padrdes de possiveis players que podem possuir influéncia suficiente
para criar mudancgas repentinas, implicando em pregos artificiais no mercado financeiro do
Brasil. Pode-se ainda, simplesmente identificar fendmenos em redes sociais capazes de
alterar o valor de acbes sem base em fundamentos técnicos.

Para a realizacdo da analise foram utilizados dados pré-processados de tuites e os
precos historicos de 50 agdes categorizados pelo SAX (Symbolic Aggregate ApproXima-
tion), listadas na Tabela do Apéndice A.1, no periodo de Janeiro de 2019 a Agosto de 2021.
Foram encontradas associacdes entre 0s precos dos ativos e os sentimentos predominan-
tes apenas em alguns periodos analisados. Além disso, as relagdes sdo encontradas a
curto prazo, podendo influenciar os precos apenas nos dias seguintes, ndo ultrapassando
um periodo de 15 dias.

1.1 JUSTIFICATIVA

A sociedade encontra-se na era do Big Data, onde uma quantidade grande de dados
sao armazenados diariamente através de sites de noticias, redes sociais, etc. A partir
desses dados, € possivel compreender melhor produtos, servigcos e/ou negocios e refletir
sobre a tomada de decisdo mais adequada para se obter melhores resultados no contexto
analisado.

O mercado financeiro esta se adaptando a revolugao digital. Toda nossa vida esta
sendo impactada e transformada por este fendmeno. Ela esta revolucionando a forma que
nos comunicamos, estudamos e interagimos com o sistema financeiro. Neste processo de
adaptacao, o mercado financeiro esta se reinventando, com um conjunto novo de regras,
novos atores e novas ferramentas (SACRAMENTO, 2021).

A criagéo de precos artificiais pode causar grandes perdas para algumas pessoas,
especialmente para investidores menos experientes. Seguindo uma hipétese levantada
por (SOUZA; LUCENA; QUEIROZ, 2019b), ao identificar os padrdes de atuacao de possi-
veis players e como eles podem influenciar o mercado financeiro, espera-se compreender
melhor a volatilidade de curto prazo do mercado e a possivel relacdo com a influéncia das
massas via redes sociais.

Os estudos relacionados a andlise e predicao desses padrdes, em sua maioria, Sao
feitos em paises desenvolvidos (Estados Unidos ou Reino Unido por exemplo), como pode
ser observado na Secdo 3. Este trabalho visa analisar o impacto das redes no Brasil, um
pais emergente com potencial econdmico, fazendo parte dos BRICs (agrupamento dos



cinco grandes paises emergentes - Brasil, Rssia, india, China e Africa do Sul) e com uma
bolsa de valores reconhecida internacionalmente.

Os dados coletados sao de um periodo pés eleitoral (2019) e o periodo pandémico
(2020 e 2021), onde ha uma desvalorizacéo do real e o délar ultrapassando os R$ 5,00
(cinco reais). A alta do ddlar influencia a economia como um todo, prejudicando empresas
que importam matérias-primas aumentando o preco de diversos produtos que chegam até
o consumidor final em seu cotidiano. Além disso, o dblar € a moeda oficial para operar no
mercado financeiro. Algumas aplicagcdes estao atreladas a taxa cambial, fazendo com que
os investidores ganhem ou percam investimentos, de acordo com essa variacao do dolar.

1.2 OBJETIVOS

1.2.1 Objetivo Geral

O objetivo deste projeto € detectar padrdes entre a atuacao de possiveis influencia-
dores e os impactos que eles podem causar no valor das agdes mais negociadas da bolsa
brasileira. Por meio de PLN e regras de associagdo, pretende-se analisar os provaveis
efeitos que eles podem causar na volatilidade do mercado financeiro através das midias
sociais. Enfatiza-se que a andlise visa verificar associagées entre os sentimentos e os
precos das acdes a curto prazo. Nao necessariamente os ativos analisados sao de curto
prazo.

1.2.2 Objetivos Especificos

Mais especificamente, este projeto de trabalho de graduacao objetiva:

Estudar técnicas de PLN usadas para detectar a influéncia via midias sociais;

Realizar o levantamento bibliografico de pesquisas que se relacionam com a tematica
do presente trabalho;

Pesquisar e identificar os big players do Twitter relacionados ao mercado financeiro
no Brasil;

Selecionar dados do Twitter e das agdes;

Pré-processar os datasets a serem utilizados;
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» Analisar possiveis fenémenos sociais que levam a alteragao artificial do prego de
acoes.

Esta monografia esta estruturada da seguinte forma. No Capitulo 2, estdao os con-
ceitos e tecnologias que serédo usadas no trabalho e uma breve explicacao sobre elas. No
Capitulo 3 sao revisados alguns trabalhos que possuem relacdo com este; no Capitulo
4 a demonstracao de como sera possivel a realizacdo do objetivo deste trabalho, com o
uso de técnicas e casos gerais para validar o motivo de cada algoritmo. O Capitulo 5 traz
0s seus experimentos e resultados encontrados. Com o 6 finaliza-se o trabalho trazendo
discussoes além de projetos futuros.



2 REFERENCIAL TEORICO

Neste capitulo séao vistos conceitos que serdo pertinentes ao entendimento do de-
senvolvimento da monografia, seja em questdo de algoritmos ou de conhecimento para o
assunto tratado.

2.1 MERCADO FINANCEIRO

As organizagdes utilizam recursos financeiros e/ou os servi¢os de instituicoes es-
pecializadas (agentes econémicos) para operar suas finangas. Segundo (CARRETE; TA-
VARES, 2019), o mercado financeiro € onde ocorrem operagdes e servigos oferecidos
por instituicdes financeiras, possibilitando um fluxo de recursos monetarios entre agentes
econdémicos.

(CARRETE; TAVARES, 2019) comenta que para haver equilibrio entre todos os
participantes, esse ambiente deve ser regulado e controlado pela autoridade monetaria
do pais, pois 0 mercado financeiro € uma peca importante para o desenvolvimento de um
pais. Ela ainda afirma que o mercado financeiro pode ser dividido em quatro segmentos:
mercados monetario, de crédito, cambial e de capitais.

O Mercado de capitais envolve as operacdes de médio e longo prazo com titulos
mobiliarios emitidos pelas empresas, onde, em geral, instituicdes financeiras especializa-
das estruturam as operacdes e proporcionam o “encontro” entre 0os agentes superavitarios
e os demandantes de recursos para investimentos tanto em capital fixo como em capital
de giro.

O mercado de capitais visa promover a rigueza nacional e é onde os principais
ativos negociados sao as acoes. As acdes sao representativos da menor fracdo do capital
das empresas. Ao comprar agdes de uma companhia, participa-se ativamente de seus
resultados, virando um sécio do negdcio e obtendo direitos acionistas. Segundo (NETO,
2021), sociedades andnimas emitentes de ag¢des podem ser de dois tipos: abertas ou
fechadas.

Uma empresa aberta é quando tem suas acgdes partilhadas entre acionistas e que
podem ser negociadas na Bolsas de Valores. Além disso, devem ser registradas na CVM
(Comissao de Valores Mobiliarios) - 6rgao que regula e fiscaliza o mercado de capitais
brasileiro - como capital aberto e fornecem ao mercado, de forma periddica, uma série de
informacdes de carater econémico, social e financeiro.

As companhias de capital fechado sao constituidas de empresas familiares e que
possuem as acgodes partilhadas a um grupo especifico de investidores. O presente trabalho
utilizou acbes de empresas abertas nos dados historicos para realizacdo da analise.
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2.1.1 Bolsa de Valores

Conforme o mercado de capitais foi evoluindo, criou-se a Bolsa de Mercadorias e
Futuros (BMF), onde negociava-se apenas commodities - matérias-primas nao industriais
distintas que nao dependem de origem ou produtor (café, soja, petroleo, etc). Apds essa
etapa, a BMF tornou-se BMFBovespa em 2008, atuando de forma totalmente eletronica.

Em 2017 foi criada a Bolsa de Valores Oficial do Brasil (B3), fundindo a Central de
Custdédia e de Liquidacao Financeira de Titulos (CETIP), empresa prestadora de servigcos
financeiros no mercado de balcdo organizado, com a Bolsa de Valores, Mercadorias e Fu-
turos de Sao Paulo (BVMF), transformando-se de uma associacgéao civil sem fins lucrativos.

A B3 foi formada como uma sociedade de capital aberto emitindo somente agdes
negociadas no Novo Mercado, onde as acdes das companhias tém seu desempenho afe-
tado favoravelmente pelos direitos adicionais concedidos aos acionistas e pela qualidade
das informacdes prestadas ao mercado (NETO, 2021).

2.1.2 Rendimentos e Riscos

Em qualquer investimento, o risco de perdas tem um peso alto e deve ser levado
em consideracdo. O ganho e a perda dependem de diversos fatores, como desempenho
da empresa que investiu-se e as condicdes do mercado e da economia geral.

A identificagdo do momento certo para investir € muito importante para compensar o
alto risco nos investimentos com uma remuneragao igualmente alta. (NETO, 2021) afirma
que os ganhos de capital oferecidos aos acionistas estdo sujeitos ao comportamento
incerto dos precos de mercado das acoes.

(NETO, 2021) ainda divide os riscos em investimento de a¢des em dois: risco de
empresa, onde avalia-se o quéo atrativo é o negécio e a capacidade financeira em garantir
seus deveres com seus investidores; € o risco de mercado que esta associado a impre-
visibilidade em seu comportamento. Essa incerteza quanto ao movimento do mercado
se da por diversos fatores, podendo ser eles politicos, econdmicos ou de acordo com o
desempenho da empresa.

2.2 ANALISE DE SENTIMENTOS

PLN € o processo onde um sistema computacional tenta entender, analisar e abs-
trair informacdes da linguagem humana baseando-se em um texto ou em porcdes desse
texto. Ha diversas areas e sub-areas nesse processamento, como reconhecimento de
entidades nomeadas (REN), analise sintatica, traducao automatizada etc.
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Adjacente ao PLN, ha outro campo de estudo na linguistica computacional, cha-
mado Entendimento de Linguagem Natural (ELN). E onde séo treinados os sistemas com-
putacionais para realizar extracao de relagdo, analise semantica, andlise de sentimento
(AS) etc. A relacao entre os dois campos pode ser visto na Figura 2.1.

Figura 2.1 — Relac&o Entre PLN e ELN

PLN

-

~_— reconhecimento de

// entidades nomeadas (REN)
y POS tagging \

/ extracao de . : .
y relacao  parafrase e inferéncia
andlise de linguagem natural :
~ categorizagao intati " ‘\
| de texto SIEIEs analise agentes de
semantica srdlice al didlogo
\ 5 . sentimento
\ resolucdo de quegtlo?QA) 4
anci answerin o
coeréncia g sumarizagio
\\\\\ 7 .
~ maquina de -
~—_ tradugéo o

Fonte: Adaptado e traduzido de (KINOW, 2017)

A analise de sentimento é uma técnica de PLN, mais especificamente, de ELN, que
detecta computacionalmente o sentimento atrelado a um trecho de texto, classificando-o
como positivo, negativo ou neutro. Esse processo usa técnicas de aprendizado de maquina
para avaliar uma parte de um texto e determinar o sentimento por tras dela.

Essa andlise pode ajudar a decifrar o humor e as emog¢des de um publico em geral
e coletar informacgdes Uteis sobre determinado contexto, como o0 monitoramento dos feed-
backs de clientes nas redes sociais, de marca ou de campanha. Analisar o sentimento em
textos de investidores relacionado a determinada agédo pode auxiliar na identificagdo de
padrdées no preco das agdes.

Alguns exemplos das técnicas mais usadas para AS em trabalhos sdo: andlise lé-
xica, aprendizado de maquina e aprendizado profundo, aplicando-se ANN (Atrtificial Neural
Networks - Redes Neurais Artificiais) com diversas camadas (CAROSIA; COELHO; SILVA,
2019).

Ha a AS baseada em regras, onde n&o é utilizado nenhum aprendizado de maquina
para descobrir 0 sentimento do texto. Os sentimentos de uma frase podem ser descobertos
contando 0 nimero de vezes que 0 usuario usou uma determinada palavra em seu texto.
Isso facilita a implementagdo de métodos para a AS, entretanto, essa simplicidade tam-
bém traz desvantagens, ja que essa abordagem sé se preocupa com palavras individuais,
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ignorando o contexto no qual € usado.

Ha também a AS automatica, onde sao utilizadas técnicas de aprendizado de ma-
quina para classificagéo dos sentimentos. Dado um dataset de entrada para servir como
treinamento, os demais textos séo classificados baseando-se nessas amostras. Para tal,
classifica-se caracteristicas de palavras criando vetores de caracteristicas que alimentam
0 modelo de predigéo.

Embeddings de texto sdo uma forma de representacado de palavras em ELN em
que palavras sinonimicamente parecidas sao descritas usando vetores semelhantes que,
quando representados em um espaco n-dimensional, estardo proximos uns dos outros
(ES, 2021). Pacotes e bibliotecas da linguagem de programacgao Python baseados em in-
corporacao usam esta forma de representagcao para prever sentimentos. Isso leva a uma
melhor representacao de texto em ELN e produz um melhor desempenho do modelo (ES,
2021). Por ultimo, a AS hibrida € onde as duas abordagens (baseadas em regras e auto-
matica) sdo mescladas com o objetivo de alcangar melhores resultados em determinados
contextos.

2.3 BIBLIOTECAS E FRAMEWORKS PARA ANALISE DE SENTIMENTO

Hoje em dia pode-se contar com a simplificacao no desenvolvimento com o auxilio
de diversas bibliotecas, pacotes e frameworks disponiveis gratuitamente. Para a AS nao é
diferente, existem tecnologias que agilizam todo esse processo, ou ao menos, parte dele.

2.3.1 TextBlob

TextBlob € uma biblioteca da linguagem de programacao Python, que suporta ana-
lises e operacdes complexas em dados textuais. Internamente, a biblioteca utiliza Natural
Language Toolkit (NLTK) para realizar suas tarefas. NLTK é uma biblioteca que da acesso
a mais de 50 recursos léxicos, permitindo que os usuarios trabalhem com classificagcdo de
textos, WordNet, tokenizagéo, lematizacao, marcacao, andlise e raciocinio semantico entre
outras tarefas.

Essa ferramenta facilita o processo de desenvolvimento de algoritmos para o en-
tendimento da linguagem humana. Proporciona diversas funcionalidades para estudos e
pesquisas na area, auxiliando também no ensino de técnicas de PLN.

O TextBlob oferece acesso a uma Application Programming Interface (API) capaz
de cumprir diferentes funcionalidades de PLN. Baseada em regras (rule-based), ela leva
em consideracao duas propriedades principais: polaridade e subjetividade.

A extracdo do sentimento de um determinado texto pode ser feita através de uma
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abordagem léxica, capturando um sentimento otimista ou pessimista definido por sua ori-
entacdo semantica e pela intensidade de cada palavra na frase (SHAH, 2020). Essa ana-
lise tem por objetivo associar os sentidos linguisticos das palavras, desconsiderando seu
significado, estruturas das frases e contexto.

A polaridade pode variar entre [-1, 1], onde -1 define um sentimento negativo e 1
positivo. A subjetividade quantifica as opinides pessoais e informagdes factuais contidas
no texto, variando entre [0, 1], sendo 1 significando que o texto contém opinido pessoal em
vez de informagdes factuais (SHAH, 2020).

Uma limitacdo € que o TextBlob ignora palavras que nao estdo mapeadas, consi-
derando palavras e frases as quais consegue atribuir polaridade e médias para obter a
pontuacgéao final. A biblioteca também néao lida com negagbes, mas quando encontra-se
termos de negacéo a polaridade de cada palavra € multiplicada por -0,5.

Em abordagens baseadas em léxico, um sentimento é definido por sua orientagao
semantica e pela intensidade de cada palavra na frase. Isso requer um dicionario pré-
definido para classificar palavras negativas e positivas. Geralmente, uma mensagem de
texto € representada utilizando bag-of-words. Apds atribuir pontuagdes individuais a todas
as palavras, o sentimento final é calculado por uma operagédo de agrupamento, como por
exemplo, calcular a média de todos os sentimentos (SHAH, 2020).

2.3.2 VADER

Valence Aware Dictionary for sEntiment Reasoning (VADER) € outra biblioteca po-
pular para AS. Assim como o TextBlob, o VADER também é baseado em regras. E utili-
zada uma lista de caracteristicas lexicais que sao rotuladas como positivas ou negativas de
acordo com sua orientacdo semantica para calcular o sentimento do texto. As abordagens
que utilizam dicionarios léxicos analisam a pontuacao de cada palavra na frase e decidem
qual é a categoria de sentimento ou pontuacao de toda a frase.

A pontuacao do sentimento de um determinado texto é obtida somando-se a in-
tensidade de cada palavra no texto. Essas pontuacdes sao obtidas utilizando o Amazon
Mechanical Turk (AMT), utilizando a estratégia de multidao para evitar algum resultado ten-
dencioso. Foram utilizados varios varios avaliadores humanos e a partir da média de suas
classificagcdes para cada palavra, chegou-se aos scores.

O VADER retorna a probabilidade de uma determinada sentencga de entrada ser po-
sitiva, negativa ou neutra, sendo a soma das trés 100% (ES, 2021). Mais especificamente,
€ retornado um dicionario contendo quatro informacoes:

» pos: percentual positivo do texto

* neg: percentual negativo do texto



16

* neu: percentual neutro do texto
+ compound: sentimento geral normalizado

O compound € a métrica mais importante, variando de [-1, 1], funcionando de forma
similar a polaridade citada na Se¢éo 2.3.1. Assim como no TextBlob, esse valor € utilizado
para determinar o sentimento predominante no texto. A intensidade das emoc¢des contidas
no texto, variando de [-4, 4] sendo o ponto médio 0 um sentimento neutro. A normalizagao
desses valores € obtida através da Equacgao 2.1, onde x € a soma dos scores de cada
palavra do trecho do texto e o« € um parametro de normalizacdo setado com o valor 15.

> (scores(z))
- (2.1)

O VADER também considera palavras que nao estdo em dicionarios, como girias,
emojis ou expressdes das redes sociais, como "kkkk”, "LOL”, "nah”, ":(” etc (GILBERT,
2014). Sao usadas cinco heuristicas que verificam como os elementos textuais aumentam,
diminuem ou negam o sentimento predominante, os valores de cada heuristica também
foram obtidas com o AMT.

O uso de pontuacdes podem influenciar muito na intensidade de uma mensagem,
como uso de reticéncias, pontos de exclamacao e/ou interrogacdo em excesso ou nao.
O score é entao amplificado de acordo com a quantidade de pontuagdes utilizadas no
texto analisado. Primeiro calcula-se o sentimento predominante a frase, caso o score seja
positivo, 0 VADER adiciona o valor atrelado a cada ponto de interrogacao e/ou ponto de
exclamacao. Caso contrario, o valor € subtraido. Para casos em que o sentimento € neutro,
nada é feito. A Tabela 2.1 exemplifica 0 uso de pontuagdes.

A segunda heuristica que o VADER considera é a capitalizacao, heuristica na qual
diferencia usos de letras maiusculas e mindsculas para intensificar o sentimento principal.
Assim como na heuristica de pontuacao, aumenta-se ou diminui o score final da palavra,
mas dependendo se a palavra em questao € positiva ou negativa. O valor na pontuacao
varia de acordo com a quantidade de pontuacdes utilizadas, mas na capitalizagdo o valor
somado ou diminuido € 0.733 (GILBERT, 2014).

Outra caracteristica utilizada sdo os modificadores de grau. O objetivo dos mo-
dificadores é aumentar ou diminuir a intensidade da palavra seguinte ao modificador. O
VADER possui um dicionario de reforgo, contendo um conjunto de palavras que servem
como intensificadores ou amortecedores. A frase “To muito feliz” na Tabela 2.1 exemplifica
essa heuristica.

A quarta heuristica é a de mudanca de polaridade, onde é levado em considera-
¢cao contrastes existentes devido o uso de conjuncdes adversativas, como "mas", "porém",
"entretanto”, etc. Na pratica, todas as palavras que carregam sentimento antes de um
“mas” por exemplo, possuem sua valéncia reduzida para 50% de seus scores e as que se



17

encontram depois do “mas” aumentam em 50% (ALMEIDA, 2018).

A Ultima heuristica utilizada pelo VADER ¢é a negagao. E realizado uma andlise do
trigrama que antecede um recurso lexical categorizado com um sentimento para capturar
a negacdo de polaridade. E mantida uma lista de palavras negativas, quando a negacéo
€ identificada, multiplica-se o score de sentimento do Iéxico carregado de sentimento por
um valor determinado de maneira empirica (GILBERT, 2014).

A principal vantagem na utilizacdo dessa biblioteca é que ela foi desenvolvida vi-
sando a anélise de dados das midias sociais, como Twitter e Facebook. E capaz de render
bons resultados com dados dessas redes, pois é otimizada para trabalhar com tais (ES,
2021), possuindo suporte para tratamento de emojis e pontuagdes.

Além dessa vantagem, ha uma extensao do VADER adaptada para textos em por-
tugués, chamada LelA (Léxico para Inferéncia Adaptada) (ALMEIDA, 2018). A Tabela 2.1
abaixo exemplifica o uso de cada heuristica citadas acima, mostrando o dicionario de re-
torno para cada frase no LelA.

Frase Negativo | Neutro | Positivo | Normalizado
"To feliz" 0.0 0.196 | 0.804 0.6249
"To feliz!" 0.0 0.185 | 0.815 0.6588
"To feliz!!l" 0.0 0.167 | 0.833 0.7163
"To FELIZ" 0.0 0.167 | 0.829 0.7034
"To muito feliz" 0.0 0.328 | 0.672 0.6249
"To feliz mas nem tanto" | 0.0 0.611 | 0.389 0.3716
"To feliz nGo" 0.301 0.137 0.562 0.4404

Tabela 2.1 — Exemplo do uso de heuristicas do VADER

2.3.3 Spacy

Spacy' é uma biblioteca também de cédigo aberto para PLN e escrita em Python.
E voltada para uso em sistemas em producao, auxiliando aplicagées no processamento
de textos. Da suporte a abordagens que utilizam Deep Learning por meio de sua prépria
biblioteca de aprendizado de maquina Thinc.

Também permite comunicacdo com modelos estatisticos treinados por bibliotecas
como TensorFlow e PyTorch, além de poder ser usada para extracao de informacdes e/ou

Thttps://spacy.io
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ELN ou ainda apenas para o pré-processamento de textos. Possui modelos de rede neural
convolucional para anélise de dependéncia, REN e categorizacao de texto em 19 linguas
diferentes (até o momento), incluindo o portugués.

Os componentes utilizados em portugués incluem token-to-vector, também conhe-
cido como to2vec, morfologizador, parser, reconhecedor de frases, REN, lematizador e
identificador de atributo de token baseado em regra. O modelo mais amplo do Spacy em
portugués possui cerca de 500 mil vetores de palavras e as precisoes de cada componente
ficam muito proximas de 1.

2.4 COLETA DE DADOS DA WEB

A coleta de dados automatizada, também chamada de scraping, é um processo de
recuperacao de informacdes publicas, que podem ser acessadas na web. O ponto a ser
ressaltado € que essa coleta ndo é feita com o auxilio de uma API, mas sim tratando os
elementos de um site diretamente através de um navegador web.

Esse processo € feito de forma automatica por um programa desenvolvido em al-
guma linguagem de programagao, como Python ou Java. Os dados solicitados encontram-
se, geralmente, em HTML ou outros arquivos web. Essa abordagem automatizada é uti-
lizada quando ha a necessidade de coletar uma grande quantidade de dados, tornando a
coleta manual inviavel.

O Yahoo Finangas € um site voltado para noticias, dados, comentarios e relaté-
rios financeiros, além de cotagdes de acdes envolvidas na Bolsa de Valores. Os dados
histéricos dos ativos presentes na B3 também podem ser encontrados no site. Além de
disponibilizar essas informacoes, permitindo realizar scraping das iformagdes no site, é
fornecida uma API para a captura desses dados, permitindo ainda realizar consultas e
pesquisas em tempo real para mercado de agdes, criptomoedas e cambio.

Além da API do Yahoo Financgas, a B3 também disponibiliza diferentes API’s para
coleta de informagdes do mercado financeiro a partir de 2018. Entretanto, o acesso a
essas API's sdo mais restritas, necessitando cadastros e autenticacdes.

Em Python, ha a biblioteca Yfinance, que simplifica o uso da APl do Yahoo Finangas
para acesso a seus dados historicos. Ela permite realizar o download dessas informacgdes
de maneira pratica e rapida, utilizando threads para tal.

Outra ferramenta disponivel € SNScrape?, um projeto open source para realizagio
de scraping de sites de redes sociais, como o Twitter, Facebook, Instagram, Reddit, Tele-
gram, VKontakte e Weibo. E feita em Python e esta constantemente sendo aprimorada. E
possivel utiliza-la por linha de comando ou através de codigo em Python.

O SNScrape, como 0 nome ja diz, usa scraping para capturar diferentes atributos

2https://github.com/JustAnotherArchivist/snscrape
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sobre determinado tuite, como: URL (Uniform Resource Locator); data; conteddo do tuite;
identificador do tuite; informagdes do usuario; links externos; quantidade de respostas,
retuites, favoritos e citagdes; linguagem do tuites; aparelho de origem (Android, Desktop,
Iphone, etc); informagbes de midias contidas no tuite; Id do tuite original caso o tuite em
questao seja uma citacao ou retuite e; informacdes de usuarios citados no tuite.

2.5 SAX

Symbolic Aggregate Approximation (SAX) € um algoritmo para representacéo de
série temporais, onde o0s inputs séo transformados em strings, com o intuito de categorizar
uma ou mais série numérica. O algoritmo transforma uma série temporal X de compri-
mento n em uma string de comprimento arbitrario w, onde geralmente w < n, usando um
alfabeto A de tamanho A > 2 (SAX-VSM, 2016).

A representacao de séries temporais pode ser dividida em alguns grupos, um deles
€ a representacdo adaptativa. Nas representacdes adaptativas de dados os parametros
de transformacéao variam dependendo dos dados disponiveis.

A categorizacao de dados continuos em intervalos reduz o ruido e captura a ten-
déncia de uma série temporal. O gréafico da Figura 2.2 ilustra a categorizacao da cotacao
do ativo Banco Bradesco SA com um alfabeto de tamanho 10.

Figura 2.2 — Categorizagdao do SAX

10 05 00 05 10 15 20
L
b

Fonte: Autora do trabalho

2.6 REGRAS DE ASSOCIACAO

No contexto de mineragdo de dados, regras de associacdo sdo usadas para des-
cobrir elementos que ocorrem em comum dentro de um determinado conjunto de dados.
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As regras visam encontrar relacionamentos ou padrdes frequentes entre esses conjuntos.
Algumas métricas podem ser usadas para avaliagdo das regras, identificando quais séo
interessantes para determinado contexto. As mais utilizadas sé@o thresholds de suporte e
confianca.

O suporte de um conjunto € a proporcao de transacdes (itens que foram consul-
tados em uma determinada operagdo de consulta) que contém esse conjunto, isto é, a
frequéncia em que uma regra é aplicavel em um conjunto de dados. A filtragem através do
suporte visa descartar regras que podem acontecer por coincidéncia e que nao sejam de
interesse da perspectiva do objetivo final da analise.

A confianga mede o quéo forte é a inferéncia feita por uma regra. Dados os con-
juntos distintos X e Y, a confianga é definida na pratica como conf(X) = suporte(X N
Y')/suporte(X). Essa métrica pode ser entendida como uma estimativa de probabilidade
P(Y|X) de encontrar o Right Hand Side (RHS) da regra nas transagdes sobre a condigdo
que essas transag¢des também contenham Left Hand Side (LHS).

O componente SE de uma regra de associacdo é conhecido como antecedente -
LHS. O componente ENTAO é conhecido como o consequente - RHS. O lift é definido
como a a razao do suporte observado que sao esperados se X e Y sdo independentes. A
formula i ft(X) = suporte(X)/suporte(Y) x suporte(X) define o lift.

Existem alguns algoritmos responsaveis por realizarem as buscas das regras, um
deles é o Apriori. Esse algoritmo funciona identificando os itens individuais frequentes em
um conjunto de dados e estende-os a conjuntos de itens cada vez maiores, desde que
esses conjuntos de itens aparegam com frequéncia suficiente na base de dados. Dado um
limiar C, o Apriori identifica os conjuntos de itens que sdo subconjuntos de pelo menos C
transacoes da base de dados.

O algoritmo usa uma abordagem "ascendente", em que subconjuntos frequentes
séo estendidos um item por vez (uma etapa conhecida como geracédo de candidatos) e
grupos de candidatos sdo testados em relacdo aos dados. O algoritmo termina quando
nenhuma outra extensao bem-sucedida é encontrada.

O Apriori utiliza internamente busca em largura e uma estrutura de dados em ar-
vore de hash para contar os conjuntos de itens candidatos de comprimento £ partindo de
conjuntos de itens de comprimento k£ — 1. Em seguida, os candidatos infrequentes séo
podados da arvore. Seguindo o lema do fechamento para baixo, o conjunto candidato con-
tém todos os conjuntos de itens de comprimento k. Depois disso, ele examina o banco de
dados de transag¢fes para determinar conjuntos de itens frequentes entre os candidatos
(BORGELT; KRUSE, 2002).
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Algoritmo 1: GERAGCAO DE REGRAS NO APRIORI

1 inicio

2

3

4

5

6

para cada conjunto de k itens frequentes f,., k > 2 faca
H1={ili € fi}
chamar geraregras(fi, Hy)

fim

fim

Os pseudocodigos com os passos do Apriori e da geracao de regras pode ser visu-

alizado nos Algoritmos 1 e 2. O segundo algoritmo contém o procedimento auxiliar para
geracao de regras do Apriori, onde a confianga de cada regra utiliza os contadores de su-
porte durante a geracao dos itens frequentes.

Algoritmo 2: PROCEDIMENTO GERAREGRAS(Fy, H,,)

1 inicio

2

3

4

10

11

12

13

14

15

16

17

k = | fx| //tamanho do conjunto de itens frequentes
m = |H,,| //tamanho do consequente da regras
se k > m + 1 entéo
Hm + 1) = aprioriger(H,,)
para cada hm + 1) € Him + 1) faca
conf =o(fe)/o(fe — hem +1))
se conf > minconf entao
‘ gerar regra(fi, —hm+1)) = him + 1)
fim
senao
‘ apagar hym + 1) de Hm + 1)
fim

fim
chamar geraregras(fy, Hy, + 1)
fim

fim




3 TRABALHOS RELACIONADOS

Este capitulo apresenta trabalhos relacionados ao contexto da andlise de senti-
mento aplicada ao mercado financeiro. Os trabalhos buscam analisar e/ou predizer o
comportamento do mercado por meio da AS e/ou dados histéricos. Existem muitos pa-
pers publicados que possuem esse tema, porém, revisoes sistematicas e surveys trazem
poucos ou nenhum artigo que lide com AS em portugués ou que envolvem dados do Brasil.

(CAROSIA; COELHO; SILVA, 2019) também aponta essa escassez de trabalhos
que analisem nao s6 o Brasil, como os demais paises considerados em desenvolvimento.
(NTI; ADEKOYA; WEYORI, 2020) também traz evidéncias de um pais subdesenvolvido,
Gana, mas ja com foco na predicdo do movimento dos precos do mercado de agoes.

3.1 ANALISE DE SENTIMENTO

Ha diferentes formas de analisar o impacto que as midias sociais podem ter nos
precos das acdes. (CAROSIA; COELHO; SILVA, 2019) analisaram a influéncia do Twitter
no Brasil através de trés vertentes: numero absoluto de sentimentos de tuites; sentimento
de tuites ponderado pela quantidade de favoritos; e sentimento de tuites ponderado pelo
numero de retuites. Ja (OLIVEIRA, 2018) utilizou outros atributos para realizar a predi¢ao
da popularidade de tuites a curto prazo utilizou outros atributos, como presenca de URLS,
tamanho do tuites, o sentimento Unico atrelado ao texto e banalidade. A escolha dos
atributos a serem levados em consideragéo dependem do contexto e do objetivo final.

(CAROSIA; COELHO; SILVA, 2019) calculam o sentimento predominante em um
determinado time window de acordo com as vertentes citadas acima. Para cada célculo, o
resultado sera um numero entre -1 e 1, sendo de -1 a 0 um sentimento predominantemente
negativo e de 0 a 1, positivo. Essa abordagem permite descobrir o sentimento atrelado a
qualquer topico em diferentes periodos de tempo.

Para a AS, (CAROSIA; COELHO; SILVA, 2019) realizou um estudo de diferentes
algoritmos de aprendizado de maquina utilizando a biblioteca Scikit-Learn'. Multilayer Per-
ceptron (MLP) foi o que apresentou melhores resultados de acordo com o F1-Score e
acuracia, considerando o contexto e a lingua portuguesa. A classificagéo foi feita entre
sentimentos positivo ou negativo, utilizando dois datasets, Twitter e noticias relacionadas a
uma empresa automobilistica. Além disso, o intervalo de tempo analisado € bem especi-
fico, considerando apenas o periodo eleitoral no Brasil (2 meses).

(SOUZA; LUCENA; QUEIROZ, 2019b) também fizeram a mesma analise no periodo
eleitoral, considerando trés meses, mas apenas com dados do Twitter para a AS. Outra ca-

Thttps://scikit-learn.org
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racteristica € que o foco foi analisar tuites relacionados ao IBOVESPA em portugués e
inglés. Nao houve estudo aprofundado para realizacdo da AS, apenas utilizou-se méto-
dos da biblioteca Tweetpy para tal. Um ponto importante citado no trabalho de (SOUZA;
LUCENA; QUEIROZ, 2019b) € que o sentimento expresso em dias nos quais a bolsa de
valores nao opera foi acumulado e seu efeito foi analisado no dia util de negociacao se-
guinte.

Em seu outro trabalho, (SOUZA; LUCENA; QUEIROZ, 2019a) utilizaram a AS com
dados do Twitter para investigar se os sentimentos atrelados a essa rede social sdo capa-
zes de influenciar o mercado de acdes e as estratégias de compras e vendas de agdes no
Brasil. A diferenca é que o foco foi o desenvolvimento de um sistema que simule as deci-
soes de compra e venda de agoes, além de mapear estratégias para a tomada de decisdes
baseando-se em tuites e na andlise técnica.

Para os dados historicos, (SOUZA; LUCENA; QUEIROZ, 2019a) utilizou o volume
diario de negociagdes e o preco de fechamento ajustado. Ao todo, acées de 7 empresas
brasileiras foram analisadas, capturando dados histéricos de 11 acdées da B3, embora,
apos uma filtragem do dataset restaram apenas 2 acdes de 2 empresas. Para a AS foi
utilizada a biblioteca Lingpipe?. Uma diferenca dos demais trabalhos citados até entéo é
que o periodo analisado foi de quase 2 anos, sendo de 2013 até 2015, ultrapassando 8
milhdes de tuites coletados envolvendo as 11 acoes.

Na tese de (ALVES, 2015), analisou-se o relacionamento entre amostras do Twitter
com o mercado de agdes brasileiro por meio de um sistema de tomada de decisao de
compra ou venda de ativos. O periodo compreendido foi de 2013 a 2015, quase 2 anos,
com dados de agdes de 9 empresas brasileiras.

Nos trabalhos citados até entao, durante o pré-processamento dos textos sao re-
movidas URLs e hashtags dos tuites. Todavia, (ALVES, 2015) ressalta que o conteudo
existente nesses links podem agregar muito valor ao sentimento da mensagem. Nas simu-
lacdes realizadas pela autora, foram identificadas relagdes entre o sentimento de mutirdo
com lucros/perdas dos investimentos.

(SANTOS; LAENDER; PEREIRA, 2015) também analisou as relagcbes entre os sen-
timentos encontrados no Twitter e 0 movimento das a¢des no Brasil. Um dado interessante
encontrado nesse estudo foi que a frequéncia das postagens na rede social inicia junta-
mente com o pregdo da bolsa de valores e se mantém por cerca de trés horas apds o
horério de fechamento.

Também foi concluido que cerca de 45% dos perfis analisados usam o Twitter como
fonte de informacéao para suas tomadas de decisdes de investimentos. O periodo analisado
foi de 2013 a 2014, sendo coletados mais de 2 milhdes de tuites durante esse ano para
mais de 20 acdes do IBOVESPA.

Outra informacao relevante encontrada é que 90% dos tuites coletados eram publi-

2http://aliasi.com/lingpipe
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cados por apenas 10% dos usudrios, ou seja, apenas alguns perfis publicavam em massa
sobre os ativos. (SANTOS; LAENDER; PEREIRA, 2015) encontraram um percentual de
apenas 3,1% de tuites que possuem alguma relagdo com o mercado de agoes.

Outra vertente muito seguida é a analise de noticias relacionadas ao mercado de
acoes. (FU et al., 2008) focam no mercado financeiro de Hong Kong, analisando noticias
em chinés. Isso foi feito através da polarizagdo manual de noticias em negativo e posi-
tivo e adotaram a AS baseada em regras. Foram escolhidas nove agbes para selecionar
noticias sobre elas e analisar se seu comportamento no mercado pode ter influéncia de
noticias com um time window de 3 dias. A correlacdo entre as noticias e o comporta-
mento das agdes foi positiva para algumas e negativa para outras, ndo se mostrando muito
promissora.

No Brasil, (FALCZO, 2020) analisou a influéncia de noticias no precos das agdes
do mercado brasileiro. Para tal, 5 acdes (Ambeyv, ltau, Magazine Luiza, Petrobras e Vale)
foram utilizadas juntamente com o indice Bovespa. As noticias foram dos sites Jornal Va-
lor Econémico e Folha de Sao Paulo, compreendendo um periodo de quase 6 anos de
amostras coletadas (2013 a 2019). Utilizou-se 2 dicionarios para classificagdo das noti-
cias, Sentilex e Liwc, ambos apresentando instabilidade nos resultados. O autor afirmou
gue as noticias também possuem poder de influenciar a movimentacao das agbes, mas
especificamente em periodos de incerteza econémica.

3.2 PREDICAO DO PRECO DE ATIVOS

O objetivo das anadlises para encontrar as associacoes entre sentimentos extraidos
e 0 mercado de acgdes €, de maneira geral, para verificar se é possivel ou ndo prever os
precos com o auxilio desses dados. H& uma revisao sistematica (LI; BASTOS, 2020) onde
mais de 30 trabalhos foram estudados. Entre eles, apenas uma publicacdo envolvia o
mercado financeiro brasileiro, ressaltando a ideia da falta de trabalhos dessa tematica no
pais.

(RAY; GANGULI; CHAKRABARTI, 2021) utilizaram o modelo de predi¢do estatis-
tica BST (Bayesian Structural Time) para identificar se o sentimento transmitido através de
noticias no Twitter é capaz de influenciar o mercado financeiro da india, pais subdesenvol-
vido.

A abordagem para coleta de dados foi pré-selecionar contas do Twitter com foco
em noticiar a economia indiana. Dez contas foram utilizadas, coletando mais de 800.000
tuites. Os pregos de abertura e fechamento, bem como o pre¢co mais alto do dia foram
coletados durante o periodo de 2015 a 2019, totalizando 4 anos de dados histéricos. O
objetivo principal do trabalho era verificar a acuracia do modelo hibrido proposto para rea-
lizar a predicdo do movimento das agées, tendo um resultado positivo em relagao a outros
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modelos.

Em (NTI; ADEKOYA; WEYORI, 2020) é feita a predicao do movimento das acdes de
um pais também subdesenvolvido, Gana. O estudo utilizou 4 fontes diferentes de dados
para a analise, noticias, tuites, Google Trends e discussdes em féruns. Com esses dados,
¢ feita a predicao utilizando ANN com MLP com dados histéricos de ativos de 3 empresas
em um periodo de 9 anos (2010 a 2019), além de 5 time windows distintos.

Os autores usaram a similaridade de cosseno para detectar duplicatas e o pré-
processamento do texto ficou por conta do NLTK. Além da AS polarizada (sentimentos
positivo ou neutro) também foi feita uma classificagéo entre emogoes (alegria, tristeza etc).
Esse estudo afirmou a possibilidade de prever o mercado de agées através da AS.

(KHAN; ALIN; HUSSAIN, 2011) realizaram a predi¢cao do preco de agées do mer-
cado de Bangladeche, um pais considerado desenvolvido (MUNDO, 2020). Para tal, foi
desenvolvida uma ANN usando backpropagation com feedforward. Utilizaram 5 parame-
tros de entrada da rede: indice geral, relagcdao Prego/Lucro, valor liquido do ativo (NAV - Net
Asset Value), lucro por acao (EPS - Earnings Per Share) e volume. Foi observada uma
certa irregularidade quanto a acuracia dependendo da quantidade de entradas, além de
ser sensivel a predigcdes de curto prazo, pois caso alguma entrada mude repentinamente
0S precos nao serao mais tao proximos quanto o esperado do valor real da acao.

3.3 SINTESE DO CAPITULO

Como ja citado anteriormente, ha uma escassez de trabalhos dessa tematica que
envolvam o Brasil ou demais paises emergentes. A maioria dos trabalhos é voltado para
paises ja desenvolvidos. A Tabela 3.1 demonstra essa auséncia de trabalhos em trés
surveys diferentes.

Trabalhos Total analisados | Total sobre o mercado brasileiro
Carosia, Coelho e Silva, 2019 | +100 3
Li e Bastos, 2020 +30 1
Nti, Adekoya e Weyori, 2019 | +100 2

Tabela 3.1 — Quantidade de trabalhos no mercado brasileiro estudados em revisoes siste-
maticas

As pesquisas acima afirmaram haver relagéo entre o sentimento expresso no Twitter
com o movimento do mercado brasileiro. (SOUZA; LUCENA; QUEIROZ, 2019b) notou a
relagao entre os volumes de tuites com o volume de negociacdes feitas em um periodo de
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tempo {, afirmando que sé@o capazes de impactar o volume contemporéneo de negociagdes
do IBOVESPA.

No outro trabalho de (SOUZA; LUCENA; QUEIROZ, 2019a) e nos estudos de (AL-
VES, 2015), (CAROSIA; COELHO; SILVA, 2019), (SANTOS; LAENDER; PEREIRA, 2015)
comprovaram a hipétese da relacdo entre dados do Twitter com os precos das acdes no
Brasil, afirmando ainda que essas relagdes podem ser utilizadas para auxiliar investidores
em suas tomadas de decisées no momento de comprar e vender ativos. (NTI; ADEKOYA;
WEYORI, 2020) e (RAY; GANGULI; CHAKRABARTI, 2021) também tiveram resultados po-
sitivos no mercado acionario de Gana e india, respectivamente. Todos esses trabalhos
focam em paises emergentes, totalizando 3 paises apenas.

Nao é somente nas redes sociais que encontram-se grande volumes de dados com
informacdes financeiras. Assim como (NTI; ADEKOYA; WEYORI, 2020) utilizaram noticias
para encontrar associacoes, (FU et al., 2008) focou sua pesquisa em noticias voltadas ao
mercado de ag¢des de Hong Kong. Ja no Brasil, (FALCAO, 2020) também utilizou noticias
como seu dataset principal para verificar sua influéncia no mercado de agbes. (CAROSIA;
COELHO; SILVA, 2019) também usaram noticias de uma unica empresa para analise. Os
estudos encontraram associagdes com algumas condi¢des ou apenas para ativos especi-
ficos.

Como citado no inicio deste capitulo, muitos possuem como objetivo predizer o
comportamento do mercado através das associagées encontradas. E o caso de (RAY;
GANGULI; CHAKRABARTI, 2021), (NTI; ADEKOYA; WEYORI, 2020) e (KHAN; ALIN; HUS-
SAIN, 2011). Nos dois ultimos é usada ANN para as predicées enquanto o primeiro estudo
se baseia na estatistica Bayesiana. Os 3 obtiveram resultados positivos, encontrando ao
menos uma configuragéo capaz de predizer os valores dos ativos efetivamente. A Tabela
3.2 sintetiza as principais publicacdes relacionadas com o presente trabalho.

Trabalhos Métodos Periodo | Conclusao
Carosia, Coelho e Silva (2019) MLP - tuites e noticias 3 meses | Positiva
Souza, Lucena e Queiroz (2019) | Tweetpy 3 meses | Positiva
Alves (2015) Vocabulario - LingPipe 2 anos | Condicionada
Falcao (2020) Sentilex e Liwc - noticias | 6 anos Negativa

Tabela 3.2 — Resumo dos principais trabalhos relacionados



4 METODOLOGIA E DESENVOLVIMENTO DA PROPOSTA

O desenvolvimento envolve conceitos de PLN e mineragdo de dados para encon-
trar associacdes entre 0os sentimentos e opinides expressas no Twitter com os precos de
fechamento das acdes. O presente capitulo apresenta os principais aspectos técnicos de
captura dos dados, pré-processamento e implementagdo da AS. A Figura 4.1 resume o
processo realizado.

4.1 COLETA DE DADOS

A técnica de scraping foi utilizada para capturar o ticker das 50 acbes mais nego-
ciadas, via Yahoo Financas, e os tuites, baseados nos tickers das ag¢des coletadas. Nas
secOes abaixo ha um detalhamento dos passos realizados para o levantamento dos dados.

4.1.1 Coleta das acoes

Os dados histéricos sao utilizados para verificar a variacao do preco das acdes
ao longo dos dias. Em outros trabalhos, como em (KHAN; ALIN; HUSSAIN, 2011) e
(NTI; ADEKOYA; WEYORI, 2020) essas informacdes sdo usadas para realizar a predi-
¢ao, baseando-se que os dados do passado séo fatores relevantes para determinar seu
comportamento futuro.

Foi utilizado o site Yahoo Financas' para capturar os dados das acbes. Além de
possuir as informagdes necessarias para o objetivo deste trabalho, em (LI; BASTOS, 2020)
€ notado que a maioria dos trabalhos revisados utilizam essa plataforma para popular sua
base de dados. A escolha dos ativos foi feita através do préprio site, que possui diferentes
ranqueamentos para mostrar as agoes mais relevantes.

Seguindo o ranking de agc6es mais negociadas, capturou-se o simbolo (identifi-
cacao da acao na BVMF) das 50 acbes mais negociadas naquele momento (agosto de
2021). O site permite escolher alguns critérios de ordenacao, o utilizado foi o volume de
negociagdes, que é a ordenacao padrao para ranquear as agoes. O scraping do nome
das acdes foi feito com o auxilio das bibliotecas BeautifulSoup e Selenium. 1sso permite
que a quantidade de acdes pudesse ser diminuida ou aumentada posteriormente de forma
automatizada, caso fosse necessario.

Em Python, linguagem majoritariamente utilizada nesse trabalho, ha uma biblioteca

'https://br.financas.yahoo.com
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chamada yfinance?, que utiliza diretamente a API do Yahoo Finangas para acesso a seus
dados histéricos. Ela permite realizar o download dessas informacdes de maneira pratica
e rapida, utilizando threads para tal.

Foi feito o download dos dados histéricos das 50 ac¢des escolhidas de 2019 até o
més de agosto de 2021. Nessa coleta, seis acdes foram descartadas por ndo terem dados
historicos em algum ano ou por ter a maioria deles em branco, tornando a analise viavel
apenas no ano de 2021.

A biblioteca é capaz de retornar todas as informagdes historicas de cada ativo,
sendo eles precos de abertura, fechamento, fechamento ajustado, mais baixo e mais alto
do dia. O preco de fechamento - Gltimo preco em que ele foi negociado antes da sessao do
dia encerrar - ajustado apenas para desdobramento, foi o parametro escolhido para servir
de base para a andlise da associacao entre 0s precos e sentimentos dos tuites.

4.1.2 Coleta de Tuites

Inicialmente, estudou-se 0 uso da APl do Twitter para captura dos tuites, entretanto,
a versao de desenvolvedor nao é suficiente para o objetivo desse trabalho. A API permite
visualizar os tuites com um timeframe de apenas 7 dias, sendo necessario ser estudante
de pos-graduacao para ter acesso total ao histérico de tuites.

Dada essa limitacao, buscou-se alternativas para realizar essa coleta por meio de
scraping. A primeira alternativa encontrada foi a biblioteca Tweetpy, entretanto, ela é ape-
nas um facilitador de uso da API do Twitter, utilizando os mesmos fokens de acesso, logo,
as limitagdes supracitadas continuam as mesmas.

O TweetScraper foi outra opcao a ser testada, contudo, notou-se muita instabilidade
na mesma, pois ao realizar as buscas para cada acao a ferramenta retornava no maximo
5000 resultados, o que nao representa o valor real do volume de tuites.

Como pode ser encontrado em (DESAI, 2021), o GetOldTweets3 foi descontinuado,
nao possuindo mais suporte aos endpoints do Twitter. A dltima opcao verificada, e utilizada
sem grandes impedimentos foi a SNScrape. Por ser uma ferramenta gratuita e conter
tantas informacoes, o SNScraper foi utilizado para realizar o scraping de tuites.

Uma desvantagem € que ele é extremamente lento, pois o scraping é feito indivi-
dualmente para cada tuite. Além disso, até 0 momento em que se usou a ferramenta no
presente trabalho, o scraper se mostrou instavel, ao menos utilizando-o diretamente em
codigo Python, levantando exce¢des durante a execucdo. As excegdes ocorreram varias
vezes, sendo necessario retomar a execucao posteriormente para o ativo onde houve o
ocorrido, pois o erro fazia com que alguns tuites nao fossem capturados.

Foram coletados os tuites que continham em seu conteddo alguma citagéao ao ticker

2https://pypi.org/project/yfinance
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de cada agéo escolhida anteriormente, conforme ilustra a Figura 4.1.

Figura 4.1 — Processo de Desenvolvimento da Proposta
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Fonte: Autora do trabalho

Em 2019, 44 das 50 ac¢des iniciais foram pesquisadas e coletadas com o SNScraper,
o mesmo foi feito para o ano de 2021. O volume de tuites de alguns ativos foi muito baixo
para os 2 anos, nao chegando a 500 tuites em um ano inteiro. Dessa forma, as 20 acdes
com maior volume de tuites foram filtradas para captura no ano de 2020, visando acelerar o
processo de scraping da ferramenta. Além disso, o volume muito baixo de algumas acdes
poderia dificultar a escolha de periodos para a andlise posteriormente, as acdes coletadas
para os 3 anos podem ser vistas no Apéndice A.1, contendo o volume total. As informagbes
coletadas de cada tuite foram:

» Autor: nome do do autor no Twitter;

Seguidores: quantidade de seguidores que o autor do tuite possui;

* Amigos: quantidade de pessoas que o autor segue;

» Favoritos: quantidade de curtidas que o autor realizou em outros tuites;
+ Status: quantidade de tuites realizados pelo autor;

» Data e hora: informacéao importante para unir os tuites com o preco de fechamento
do ativo;

* URL: link para o tuite;

» Conteudo: texto do tuite com todo o conteido que o compde, como URLs externas,
imagens, enquetes, hashtags, etc;

* Respostas: quantidade de respostas que o tuite possui;
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* Retuites: quantidade de RT’s do tuite;
» Curtidas: quantidade de curtidas, ou coracoes, do tuite; e

+ Citacoes: quantidade de citagdes do tuite.

4.2 CLASSIFICAGAO DE SENTIMENTOS DOS TUITES

Inicialmente, a biblioteca TextBlob foi utilizada para realizar a classificagao dos tui-
tes, entretanto, a maioria dos tuites de cada ativo apresentou sentimento neutro, além de
haver a necessidade de traducgao, pois a biblioteca ndo tem suporte para o portugués.

A analise de sentimento foi feita utilizando a biblioteca LelA, uma adaptacédo do
VADER em portugués, juntamente com o Spacy 3.2.0 com o modelo largo da lingua por-
tuguesa. Primeiramente é feita a limpeza do texto, removendo mencdes, hashtags, RT’s
e URLs. A tokenizacao é feita para transformar as frases em uma lista de palavras indivi-
duais. Posteriormente, a remogao das stopwords - palavras consideradas irrelevantes na
compreensao do texto - foi realizada de acordo com o dicionario do Spacy.

Por ultimo, aplicou-se a técnica de lematizacédo para reduzir a variacdo morfolégica.
A lematizacao reduz as formas das palavras a lemas, por exemplo, “perdendo” é substi-
tuida pelo seu lema “perder”. Apés isso, sdo calculadas as polaridades de cada tuite. A
classificacao de sentimentos positivo, neutro ou negativo é obtida pelo valor de compound,
conforme é explicado na Secéo 2.3.2.

O LelA foi utilizado substituindo o Texblob e houve uma melhora na classificacao,
ja que o uso do Vader é voltado para redes sociais. O grafico da Figura 4.2 traz um
comparativo entre as classificagdes do TextBlob e do LelA. Muitos tuites possuem o teor
de apenas noticiar, apenas informando os valores atuais de ativos, por exemplo. Isso faz
com que esses tuites sejam neutros por ndo possuirem palavras, caracteres ou expressoes
que indiqguem sentimentos ou opinides.
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Figura 4.2 — Classificagdo de Tuites TextBlob x LelA
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Fonte: Autora do trabalho

4.3 CALCULO DE ENGAJAMENTO

Seguindo o célculo de (OLIVEIRA, 2018) e (PILLAT; PILLAT, 2017), foi computada
a taxa de engajamento de cada tuite. Para (PILLAT; PILLAT, 2017), engajamento nada
mais é que a interagdo de um usuario com um contetdo seguido por ele (um pagina, outro
usuario, uma tag, etc). Quanto mais interacdes constantes houver nas publicacées de um
usuario/pagina, melhor é o engajamento.

No caso do Twitter, algumas métricas simples podem ser utilizadas para determi-
nar a popularidade de um tuite, como quantidade de curtidas e retuites, ou quantidade de
seguidores. Entretanto, essas métricas ndo indicam necessariamente o alcance ou po-
pularidade do item postado, ou ainda, ndo determina a influéncia que um usuério pode
ter.

Supondo um usuario que possui 10.000 seguidores, a ideia padrao é acreditar que
esse usuario seja uma pessoa com influéncia na rede social. Ao analisar o perfil desse
usuario, verificou-se que suas postagens néo possuem muita interagéo de outras pessoas.
Dessa forma, mesmo tendo varios seguidores, o alcance desse usuario € muito baixo,
nao o determinando como uma pessoa influente na plataforma, ao menos com relagéo ao
assunto das postagens analisadas.

Em outra suposicao, alguém que possua poucos seguidores no Twitter, mas com
uma quantidade de interacdes em suas postagens muito maior, pode ser considerado al-
guém influente sobre o assunto de seus tuites.

Para ter um indicador que leve esses casos em consideracdao, medindo o alcance
real de um usuario, a taxa de engajamento é calculada. (PILLAT; PILLAT, 2017) expde
em seu trabalho a féormula da Equacgéao 4.1, voltada para o calculo no Facebook.
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curtidas + compartilhamentos + comentarios

Taxk = x 100 (4.1)

sequidores
Para a realidade do Twitter ndo ha muita distincdo ou adaptacao necessaria, com-
partilhamentos equivale a quantidade de retuites e citagdes do tuite (quotes) e comentarios
sao as respostas. A formula utilizada neste trabalho para calculo da taxa de engajamento
pode ser vista na Equacao 4.2. Com base nessa taxa e nos sentimentos atrelados ao
tuites, é realizada a escolha de periodos e de quais tuites analisar.

TurE — curtidas + (RT's 4 quotes) + respostas §

. 100 (4.2)
sequidores

Através desse calculo é obtido um percentual onde o valor obtido € positivo e
quando maior que 100 indica que a quantidade de interacées € maior que o niumero de
seguidores que o autor do tuite possui. Esse valor pode ser referéncia para definir se um
perfil possui ou ndo engajamento nos seus tuites.

4.4 CATEGORIZAGAO E ESCOLHA DOS DADOS

As etapas citadas nas se¢des acima resultam em diversas informacdes novas. Foi
realizada uma filtragem dos dados com o intuito de guardar apenas as informagdes que
seriam relevantes para o trabalho. Apés a coleta das agdes, coleta e classificagdo dos
tuites, bem como a taxa de engajamento dos mesmos, o dataset de cada ativo para cada
ano continha as informagdes mostradas na Tabela 4.1 abaixo.

Informacao | Descricao

Data dia, més e ano em que o tuite foi publicado

Conteudo conteudo original do tuite

Autor nome do autor do tuite

Preco preco de fechamento em reais do ativo no dia do tuite

Engajamento | valor indicando a taxa de engajamento do tuite, ou seja, o alcance por ele atingido

Sentimento classificacao do sentimento do tuite, podendo ser “Positive”, “Neutral’ ou “Negative”

Tabela 4.1 — Variaveis relevantes mantidos de cada ativo em cada ano

O SNScrape fornece data e hora de publicacdo do tuite, contudo, como mostra a
tabela acima, a data e hora foi transformada apenas em data apds a uniao dos tuites com
0 prego das agdes, pois a hora ndo é levada em consideragao neste trabalho. Inicialmente,
foram descartadas as agdbes FNAM11.SA, RAIZ4.SA, NTCO3.SA, SOMA3.SA, LWSA3.SA,
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RNEW1.SA, por ndo possuirem dados histéricos dos precos das agdes de anos anteriores
a 2021 ou por possuirem muitos dias sem informacgdes.

Apo6s o scraping dos tuites de cada ticker, outras 24 agdes foram descartadas de-
vido ao baixo volume de tuites em um ano inteiro. Por exemplo, FNOR11.SA possuia 2
publicacdes em 2019 e 0 em 2021. LINX3.SA nado chegava a 200 tuites em 2021 e em
2019 possuia apenas 232. Como a escolha das acoes foi feita baseada no ranqueamento
de mais negociadas em 2021, esse ano foi priorizado para retirar os ativos com volume
baixo.

Foram selecionadas as 20 ac6es com maior volume de tuites 2021. Sendo PETR4.SA
a com maior volume, contendo 16712 e BPAC11 a de menor volume, com 2180 tuites. A
tabela contida no Apéndice A.1 contém as agbes que foram mantidas para levantamento
de tuites em 2020, juntamente com o volume total dos 3 anos.

Alguns datasets de ativos possuiam mais de 10 mil linhas, sendo necessario captu-
rar apenas periodos e tuites de interesse. Foram gerados, para cada ac¢ao e ano, gréaficos
com o percentual de volume de tuites positivos e negativos por dia para verificar periodos

que fossem interessantes analisar se ha associagdes. A Figura 4.3 apresenta o grafico
gerado para o ativo OIBR3.SA no ano de 2019.

Figura 4.3 — Volume de Sentimentos Diarios x Prego de Fechamento do Ativo OIBR3.SA
em 2019
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Fonte: Autora do trabalho

No grafico acima, percebe-se que o volume de tuites aumentou a partir da metade
do ano. Um volume diario abaixo de 10%, a principio, nao seria o suficiente para alterar
0 prec¢o da acao, a menos que esses tuites envolvam algum player influente sobre aquele
ativo, com uma taxa de engajamento alta. Observando o grafico acima, uma escolha de
um periodo interessante seria de 05 a 20 de Junho, onde em uma queda brusca no preco
da OIBR3.SA, a quantidade de tuites negativos aumentou cerca de 20%, caindo ainda
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mais nos dias seguintes.

O periodo seguinte, de 21 de Junho a cerca de 10 de Julho de 2019 é outro que
apresenta certo padrao entre os sentimentos predominantes, onde quando houve um au-
mento de sentimentos positivos o preco de fechamento também aumentou. Apds a escolha
dos periodos para cada ativo, filtrou-se, para cada dia, o tuite que possuia a maior taxa de
engajamento. O volume diario de tuites da maioria dos ativos ndo é grande, fazendo com
que a comparacgao realizada por (SOUZA; LUCENA; QUEIROZ, 2019b) entre os volumes
de tuites e negociacdes seja ilogica para este trabalho.

Para ser possivel verificar associagdes entre diferentes dados é necessario categoriza-
los de alguma maneira. Da mesma forma que a métrica compound foi classificada entre
positivo, neutro e negativo, ha a necessidade de realizar um processo parecido para o
preco das acdes e para a taxa de engajamento. Para tal, utilizou-se uma ferramenta® de
andlise de séries temporais para geragao do SAX.

Na geracao do SAX para o preco das acbes e para a taxa de engajamento dos
tuites foi feita a filtragem descrita na Secao 4.4, onde foram gerados graficos como o apre-
sentado na Figura 4.3 para capturar periodos de interesse que contivessem uma possivel
associagao entre os pregos e o sentimento. O SAX classificou o preco das agbes e 0 en-
gajamento em 10 classes, de ’a’ até ’j’, onde as 5 primeiras letras representam um periodo
de maior baixa do preco da acéo e baixo engajamento e as 5 ultimas letras representam
um periodo de alta nos pre¢os e no engajamento.

Para cada periodo escolhido, foram separadas as colunas contendo apenas os pre-
¢os ao longo dos dias e a taxa de engajamento, pois 0s scores de sentimento foram classi-
ficados previamente. As linhas contendo sentimentos neutros foram excluidas e nao estao
no escopo da analise deste trabalho. O ano de 2019 possui um volume de tuites com sen-
timentos atrelados muito baixo para a maioria das acdes. Algumas com seu valor maximo
nao chegam a 10% de tuites classificados, ainda assim alguns periodos foram escolhidos,
pois poderia haver algum usuario com forte influéncia comentando sobre o ativo.

Todas as agdes contendo menos de 30 linhas com dados incluindo todos os perio-
dos de interesse escolhidos foram descartadas para a etapa de geracao de regras.

Shttps://joaquim.shinyapps.io/TSmeasTool



5 ESTUDO OBSERVACIONAL

Este capitulo apresenta os experimentos realizados e resultados encontrados atra-
vés da aplicacao do algoritmo Apriori para deteccao de regras e verificagao de associagoes
entre os precos das acoes com os sentimentos expressos no Twitter. Os experimentos vi-
sam realizar analises de acordo com as regras encontradas para cada acao em diferentes
periodos de tempo.

As regras de associagdo do algoritmo Apriori definido na Secao 2.6 foi aplicado
para geragao das regras. O numero de transag¢oes usados varia conforme a quantidade de
tuites no periodo analisado. A janela de tempo escolhida foi de 15 dias. Em alguns casos,
essa janela foi aumentada, devido a baixa quantidade de transacdes apos a eliminagao
de linhas conforme a taxa de engajamento, ou por apresentarem periodos maiores com
possivel relacdo de acordo com a analise grafica. Os parametros utilizados no Apriori
podem ser visualizados na Tabela 5.1 abaixo.

Parametros do Apriori

Suporte minimo 10%

Confianga minima 70%

Quantidade minima de itens | 2

Tabela 5.1 — Parametros setados na execucao do algoritmo Apriori

Para o ano de 2019 foram geradas regras para 8 ativos, escolhidos através da ana-
lise grafica de cada um (conforme apresentado no grafico da Figura 4.3), onde apresentou-
se alguma relagao entre a cotagao das agdes com o sentimento predominante apresentado
em dias anteriores. As regras encontradas podem ser visualizadas na tabela do Apéndice
B.1.

Para BBS3.SA encontrou-se forte associagdo entre uma classe que representa um
periodo de alta da agao. Em contrapartida, a classe C com confianca de 71% representa
um conjunto de baixa no valor da acao e apresenta associagcdo com um sentimento posi-
tivo. O mesmo comportamento é observado nas agdes BBDC4.SA e ITSA4.SA, ITUB4.SA,
OIBR3.SA e PETR4.SA.

Apenas MGLU3.SA e USIM5.SA possuem todas as regras conforme o esperado,
onde acdes com valores altos apresentam um volume de sentimentos positivos predomi-
nantes e negativos para valores baixos. BBS3.SA possui um comportamento esperado
no preco classificado com a categoria | (valor da acao em alta), estando associado a um
sentimento positivo com 100% de confianga. Entretanto, apresenta uma regra onde uma
classe com periodo de baixa no valor da a¢ao atrelado a um sentimento também positivo.

Em 2020 foram geradas regras para 10 ativos, também filtradas por meio da analise
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grafica. As regras encontradas podem ser visualizadas na tabela do Apéndice B.2. No
ano de 2020, o percentual de volume de tuites classificados aumentou, refletindo em um
aumento de agbes com uma possivel relacdo entre preco x sentimento. Nesse ano, ape-
nas a agcdo MGLU3.SA encontrou regras com um comportamento esperado. N&o foram
encontradas regras para o ativo EMBR3.SA, com 32 transacdes. As demais 8 agdes pos-
suem alguma associagao oposta ao esperado, como o caso de OIBR3, onde duas classes
representando uma baixa da acdo esta associada com 78% e 88% de confianga a um
sentimento positivo, e outras duas classes de alta da acdo a um sentimento positivo.

Assim como 2020, 10 agdes foram analisadas em 2021 por apresentaram alguma
relacéo entre prego e volume de sentimentos de tuites na andlise grafica. As regras en-
contradas podem ser visualizadas na tabela do Apéndice B.3. Nao encontrou-se nenhuma
regra para o ativo VALES3 contendo 30 transacdes. Nesse ano, encontrou-se regras co-
erentes para a agdao BBDC4.SA, onde valores altos estdo associados a um sentimento
positivo, ndo sendo as regras encontradas totalmente contraditérias com o esperado. O
mesmo que ocorreu com OIBR3.SA em 2020, ocorreu com CIEL3.SA em 2021, apresen-
tando um comportamento esperado em 3 das 4 regras encontradas. Nesse ano nao houve
nenhuma acao contendo todas as regras que possuam 100% do que era esperado da
hipétese levantada neste trabalho.

O comportamento no Twitter para algumas agdes acompanham o preco, mas nao
sdo capazes de influenciar seu valor futuro, mas sim, de refletir o preco passado de cada
ativo. Por exemplo, um ativo que se encontra em queda em um periodo de dias conse-
cutivos tera uma quantidade crescente de tuites negativos relacionados a ele nos dias
seguintes. Também ha comportamentos diferentes em anos distintos, por exemplo, para
MGLUS3.SA, ndo encontrou-se associagdes entre preco dos ativos e volume de sentimen-
tos negativos ou positivos no ano de 2021. Em 2019 e 2020, ha forte associacao entre as
2 variaveis.

A maioria das acées nao possuem um padrao que identifique uma possivel influén-
cia no preco provocada pelo Twitter. Por exemplo, em 2019 e 2020, mesmo com sequén-
cias de dias de tuites predominantemente positivos com relagdo a BBDC4.SA, o preco
seguiu despencando, como pode ser observado no gréafico da Figura 5.1. Relagdes foram
percebidas na analise grafica no ano de 2021, porém as regras encontradas negam a forte
associagao esperada no ano.
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Figura 5.1 — Volume de Sentimentos Diarios x Prego de Fechamento do Ativo BBDC4.SA
em 2020
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Fonte: Autora do trabalho

Quando ha influéncia no preco através dos sentimentos expressos, ela é refletida
no valor da acéo logo nos dias subsequentes. Considerar sentimentos para médio e longo
prazo para analisar o preco das agdes nao deve surtir um efeito positivo, visto que as
relacées encontradas nesse trabalho possuem associagdes a curto prazo.



6 CONCLUSAO

A analise descrita neste trabalho € inicial e buscou outras alternativas de realizar
0S processos que envolvem encontrar associagdes no mercado financeiro brasileiro. A
pesquisa e os procedimentos seguidos podem servir de base para outros estudos além
de aprimoramentos na corrente pesquisa. Utilizando bibliotecas do Python descritas na
Secao 2.3, houveram diversos facilitadores que nao tornam necessario a implementagao
de um novo algoritmo para analise de sentimentos, classificadores, scraping, etc.

Como ideia inicial, considerava-se utilizar tuites e noticias diversas com relagao aos
ativos selecionados para realizagdo da analise de sentimentos. Entretanto, os resultados
encontrados em (ALVES, 2015) e (FALC&O, 2020) n&o foram positivos, verificou-se que o
uso de noticias nao possui forte impacto no mercado.

Em todas as ac¢des analisou-se que o sentimento é expresso apods a alteragao no
preco, por exemplo, uma agao que teve uma queda repentina em seu valor apresentou um
volume de tuites predominantemente negativo nos dias subsequentes, ndo sendo configu-
rada uma influéncia devido a rede social, apenas um reflexo da queda anterior. Apenas
um ativo possuiu regras com associacoes esperadas, onde o preco de fechamento ter-
mine o dia em alta conforme o volume de sentimentos positivos, ou em baixa se o volume
predominante for negativo.

Foram encontradas associacdes apenas em alguns periodos, isso pode indicar que
nesses frames especificos hd alguma anomalia ou evento que recaiu sobre 0s pregos
das acdes e nos sentimentos expressos no Twitter. A rede social é muito utilizada para
compartilhamento de noticias, muitos tuites possuem links para sites externos. Alguma
noticia impactante pode ter causado as associagcdes encontradas nos periodos analisados,
ou ainda, provocar o efeito contrario, ou seja, desassociando as duas variaveis.

(CAROSIA; COELHO; SILVA, 2019) também encontraram relagdes entre o senti-
mento predominante e os precos das agdes em seu trabalho, entretanto, para considerar o
engajamento os sentimentos foram ponderados por quantidade de curtidas e retuites, ndo
considerando outras opc¢des que o Twitter possui (comentarios, citacées e quantidade de
seguidores do autor do tuite) e que foram utilizadas neste trabalho.

(SOUZA; LUCENA; QUEIROZ, 2019b) levantou a hipétese de que possiveis big
players do mercado acionario poderiam ter maior influéncia na rede social, variando assim
0 preco das acgOes conforme suas opinides. Entretanto, neste trabalho ndo encontrou-se
usuarios que realmente se destaquem. O destaque de algum perfil se daria através do
volume de tuites sobre determinado ativo com uma taxa de engajamento alta, o que nao
ocorreu, a0 menos para os tuites das acoes selecionadas.

Apesar de possuir um viés diferente deste trabalho, em (NTI; ADEKOYA; WEYORI,
2020) € levantada uma dificuldade no desenvolvimento da proposta (predigdo do movi-
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mento do mercado utilizando AS) devido ao fato do baixo volume de tuites existentes. A
mesma dificuldade foi encontrada neste trabalho, onde mais de 20 ativos foram descarta-
dos devido ao baixo volume de tuites em um ano inteiro. Isso mostra que os investidores
nesses paises nao compartilham suas opinides sobre mercado. Dessa forma, utilizar ou-
tras fontes para analisar o movimento do mercado pode resultar em associacdes melhores.

O primeiro processo que pode ser melhorado é a analise de sentimento para ob-
tencdo de uma classificagdo melhor, levando em conta emojis ndo mapeados, como setas
diagonais para indicar que o preco de um ativo aumentou ou diminuiu, pois muitos tuites
possuem apenas teor informativo, sendo classificados como neutros. Uma outra aborda-
gem é focar em tuites que envolvam alguma noticia relacionada a um ativo.

A deteccao desses tuites é complexa, pois pode envolver links externos a plata-
forma, mas como observou-se na Tabela 3.2, o uso individual de noticias ndo possuem
impacto relevante nas negociagbes de ativos. As noticias podem nao influenciar direta-
mente, mas opinides expressas nas redes sociais referentes as noticias publicadas em
diferentes veiculos de comunicacdo podem impactar de alguma forma.

A taxa de engajamento nao ajuda a definir um big player através de um unico tuite,
mas se um conjunto de tuites de um usudrio sobre um ou mais ativos possui uma taxa
relativamente alta (acima de 50% por exemplo), ele pode sim ser considerado um player
com potencial para influenciar pessoas. Identificar esses usuarios e focar na coleta de
dados e analise desses perfis é outra linha que pode ser seguida.

Outro estudo que pode ser realizado é utilizar clustering hierarquico para identifi-
car que agdes estdao mais proximas e verificar possiveis padrdes em comum. Melhorias
mais simples e diretas deste trabalho envolvem realizar o tratamento dos dados do preco
das acoes e taxa de engajamento com diferentes niveis do SAX, além de utilizar diversos
parametros disponibilizados pelo algoritmo Apriori, por exemplo, verificar se o sentimento
predominante consegue influenciar o preco em diferentes janelas de tempo.

Uma hipdtese levantada, observando as regras encontradas, € que o sentimento
negativo ndo possui muita influéncia no preco das agdes, mas talvez possua no volume de
negociagdes. (SOUZA; LUCENA; QUEIROZ, 2019b) afirmou haver relagédo direta entre os
volumes de tuites e de negocia¢des no mercado financeiro, 0 mesmo pode se aplicar ao
volume atrelado aos sentimentos predominantes.

Tanto este trabalho como o de (CAROSIA; COELHO; SILVA, 2019) e (SOUZA; LU-
CENA; QUEIROZ, 2019b) analisaram periodos de instabilidade e incertezas na economia
no mercado brasileiro. Investigar associagoes e possiveis correlagdes entre o sentimento
predominante e o preco das acdes em um periodo de maior estabilidade também pode ser
um caminho para trabalhos futuros, bem como o uso de outras redes sociais, como féruns
e Google Trends.
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APENDICE A - LISTA DAS 50 AGOES UTILIZADAS INICIALMENTE

Tabela A.1 — Tabela de agbes

Ticker Nome Volume total
FNAM11.SA | Fundo de Investimento da Amazénia Closed Fund | —
FNOR11.SA | Fundo de Investimentos do Nordeste -
PETR4.SA Petroleo Brasileiro SA Petrobras Preference Shares | 51.204
PETR3.SA Petroleo Brasileiro SA Petrobras 11.110
B3SA3.S5A Brasil Bolsa Balcao -
COGNS.SA | Cogna Educacgao 10.511
VVAR3.SA | Via Varejo On 19.590
OIBR3.SA Oi 23.955
MGLUS3.SA | Magazine Luiza 10.895
CIEL3.SA Cielo 10.860
BBDC4.SA | Banco Bradesco SA Preference Shares 9.159
LAME4.SA | Lojas Americanas SA Preference Shares -
HAPV3.SA | Hapvida Participacdes e Investimentos SA -
ITUB4.SA [tat Unibanco 9.383
ITSA4.SA ltausa SA Preference Shares 8.089
BBAS3.SA | Banco do Brasil SA 13.670
RAIZ4.SA Raizen SA -
EMBR3.SA | Embraer SA 8.305
BPAC11.SA | Banco TG Pactual SA Brazilian Units 3.987
JBSS3.5A JBS 6.683
ABEV3.SA | Ambev -
BRML3.SA | brMalls —
BEEF3.SA Minerva Foods 6.995
RAIL3.SA Rumo SA —
IRBR3.SA IRB Brasil RE 13.609
CPLE6.SA Companhia Paranaense de Energia -
VIVR3.SA Viver Incorporadora e Construtora SA -
UGPAS.SA | Grupo Ultra -
VALE3.SA Vale SA 21.711
LREN3.SA | Lojas Renner -
AMER3.SA | B2W Digital —
BTOW3.SA | B2W Digital On -
USIM5.SA Usinas Siderurgicas de Minas Gerais A Pref. Shs. 6.119
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Continuacao da Tabela A.1

Ticker Nome Volume de tuites
CCRO3.SA | Grupo CCR —
BRDT3.SA | Vibra Energia -
NTCOS3.SA | Natura & Co Holding SA —
PRIOS3.SA PetroRio 5.944
SOMAS.SA | Grupo de Moda Soma SA -
CSNA3.SA | Companhia Siderurgica Nacional 5.424
LINX3.SA Linx On NM —
CYRE3.SA | Cyrela —
CSAN3.SA | Cosan SA -
MRVE3.SA | MRV —
LWSA3.SA | Locaweb -
LCAM3.SA | Locamerica -
RNEW1.SA | Renova On -
WIZS3.SA Wiz Solugdes e Corretagem de Seguros SA -
POSI3.SA Positivo Tecnologia -
BRF3.SA BRF —
SUZB3.SA | Suzano SA -







APENDICE B — REGRAS ENCONTRADAS PELO APRIORI

Tabela B.1 — Regras para 8 acbes em diferentes periodos de 2019
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BBAS3.SA - 33 transacoes
Antecedente | Consequente | Suporte | Confianca | Lift
I Positivo 0.151 1 1.434
C Positivo 0.151 0.714 1.02
BBDCA4.SA - 48 transacoes
D Positivo 0.166 1 1.230
B Positivo 0.145 0.875 1.076
C Positivo 0.166 0.888 1.094
E Positivo 0.166 0.727 0.895
ITSA4.SA - 48 transacoes
D Positivo 0.166 1 1.23
B Positivo 0.145 0.875 1.07
C Positivo 0.166 0.888 1.094
E Positivo 0.166 0.727 0.895
ITUB4.SA - 33 transacoes
I Positivo 0.121 1 1.375
D Positivo 0.151 0.714 0.982
MGLUS3.SA - 39 transacoes
I Positivo 0.179 1 1.39
A Negativo 0.102 0.800 2.83
H Positivo 0.102 0.800 1.114
OIBR3.SA - 48 transacoes
I Positivo 0.145 0.875 1.20
A Positivo 0.145 0.777 1.06
Positivo 0.187 0.750 1.02
PETR4.SA - 51 transacoes
I Positivo 0.136 1 1.466
F Negativo 0.181 1 3.142
G Positivo 0.227 1 1.466
D Positivo 0.103 0.750 0.144
B Positivo 0.172 0.714 1.090
USIM5.SA - 31 transacoes
H Positivo 0.161 0.833 1.435




Tabela B.2 — Regras para 9 acdes em diferentes periodos de 2020

BBAS3.SA - 30 transacoes

Antecedente | Consequente | Suporte | Confianca | Lift
B Positivo 0.166 1 1.875
BBDCA4.SA - 51 transacoes
C Positivo 0.313 0.800 1.275
J Negativo 0.156 0.727 1.952
CIEL3.SA - 38 transacoes
B Positivo 0.157 0.857 1.357
COGN3.SA - 56 transacoes
D Positivo 0.142 0.800 1.200
F Positivo 0.125 0.777 1.088
A Positivo 0.125 0.777 1.088
CSNAS3.SA - 44 transacoes
B Positivo 0.113 0.714 1.257
F Positivo 0.181 0.800 1.408
ITUB4.SA - 47 transacoes
I Positivo 0.212 1 1.382
B Positivo 0.255 0.705 0.975
MGLUS3.SA - 42 transacoes
J Positivo 0.142 0.857 1.285
I Positivo 0.166 0.777 1.166
OIBR3.SA - 43 transacoes
E Positivo 0.186 0.888 1.158
B Positivo 0.255 0.785 1.023
F Positivo 0.116 0.714 0.930
J Positivo 0.116 0.714 0.930
VALE3.SA - 31 transacoes
E Positivo 0.129 1 1.291
I Positivo 0.225 0.875 1.130
C Positivo 0.161 0.714 0.922
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Tabela B.3 — Regras para 9 a¢gdes em diferentes periodos de 2021

BBAS3.SA - 38 transacoes

Antecedente | Consequente | Suporte | Confianca | Lift
D Positivo 0.184 0.7 1.156
BBDCA4.SA - 56 transacoes
J Positivo 0.160 0.9 1.172
C Positivo 0.178 0.833 1.082
B Positivo 0.125 0.7 0.911
BEEF3.SA - 52 transacoes
C Positivo 0.115 1 1.268
F Positivo 0.134 1 1.268
CIEL3.SA - 38 transacoes
J Positivo 0.184 1 1.187
C Positivo 0.157 0.857 1.017
I Positivo 0.105 0.800 0.950
B Positivo 0.210 0.727 0.863
COGNB3.SA - 35 transacoes
H Positivo 0.114 1 1.458
C Positivo 0.228 1 1.458
ITUB4.SA - 51 transacoes
D Positivo 0.176 0.9 1.639
MGLUS3.SA - 29 transacoes
C Positivo 0.103 1 1.260
H Positivo 0.137 1 1.260
I Positivo 0.241 0.875 1.103
OIBR3.SA - 31 transacoes
D Positivo 0.129 0.800 1.127
PETR3.SA - 34 transacoes
F Negativo 0.147 0.714 1.278
G Negativo 0.147 0.714 1.278
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